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摘要：行程时间预测是支撑高速公路交通运行评价、行车诱导、交通智能化管控等应用的关键
技术，在高速公路交通大数据日渐丰富的背景下，如何保障高效、准确的行程时间预测结果值得关
注。为弥补现有预测数据单一、实时性不佳等问题，文中提出一种基于ＬｉｇｈｔＧＢＭ（ＬｉｇｈｔＧｒａｄｉｅｎｔ
ＢｏｏｓｔｉｎｇＭａｃｈｉｎｅ）算法和路警数据融合的行程时间预测模型，基于多源数据，构建交通量、大车占
比、天气、日期类型、车型、路段长度、平均行程时间等多维特征集；利用山东济广（济南—广州）高
速公路ＥＴＣ（电子不停车收费系统）门架系统（出入口收费站和路段ＥＴＣ门架）、视频卡口等数据
进行行程时间预测模型训练与验证，采用均方根误差犚犕犛犈、平均绝对误差犕犃犈、平均绝对百分
比误差犕犃犘犈及运算时间４项评价指标对该模型与最邻近（ＫＮＮ）、随机森林（ＲＦ）、支持向量机
回归（ＳＶＲ）３种常用机器学习算法的预测结果进行对比，结果表明采用该模型，４个验证路段的
犚犕犛犈为５．７８，分别比ＫＮＮ、ＲＦ、ＳＶＲ模型降低２２．８％、１３．５％、２１．０％，运算速度分别提高
－６０％、９８％、９６％，可应用于高速公路网实时行程时间预测，并支持面向不同车型的差异化行程
时间信息服务。
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　　行程时间是现代交通管理和控制系统的关键输
入，也是道路服务水平评价的常用指标，对出行者是
最有价值的信息。高速公路行程时间预测是一个十
分重要的课题，大量学者对此进行了研究。在预测
算法方面，邢雪等采用高速公路实测历史数据构建
特征集，建立了一种预测强度修正的ｋｍｅａｎｓ方
法；王翔等基于最邻近算法（ＫＮＮ），考虑历史交通
状态特征，对高速公路短时行程时间进行了预测；刘
伟铭等将最小二乘支持向量机（ＬＳＳＶＭ）应用于行
程时间预测，并利用粒子群算法（ＰＳＯ）对ＬＳＳＶＭ
的参数进行优化，最终利用ＰＳＯＬＳＳＶＭ模型预测
行程时间；杭明升等将卡尔曼滤波成功应用于高速
公路行程时间动态实时预测；江周等采用多源数据
融合的方法，基于卡尔曼滤波算法建立了城市道路
网络行程时间预测模型；李萌等考虑恶劣天气情况
对高速公路行程时间预测的影响，将降雨量作为影
响因素，利用遗传算法优化的径向神经网络（ＲＢＦ）
实现了不同降雨强度下行程时间预测；刘松等基于

高速公路收费站的刷卡数据获取行程时间，利用门
限递归神经网络对行程时间进行了预测；林培群等
对不同机器学习算法及长短时记忆神经网络模型
（ＬＳＴＭ）进行融合，并引入高速公路时空特性，实现
了不同时间步长下高速公路行程时间预测；为同时
得到预测结果及置信度，文献［１０－１１］将贝叶斯理
论纳入行程时间预测框架。上述方法用于行程时间
预测各有所长，其中神经网络具有强大的非线性映
射能力，能处理海量数据；机器学习有着更好的解释
性，但在处理大量数据时力不从心。ＬｉｇｈｔＧＢＭ算
法融合了二者的优点，其运算速度快、内存消耗低、
模型精度高、支持并行训练、可处理海量数据，被广
泛应用于行程时间、客流等预测。

在数据源方面，现有行程时间预测方法所依赖
的数据主要源于传统交通调查、“两客一危”北斗定
位及浮动车数据。传统交通调查设备检测精度不
高，耐久性较差，布设与维修成本高昂；“两客一危”
数据与浮动车数据仅包含旅游客车、危险品运输车
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辆或出租车与公交车，预测出的行程时间对于高速
公路整体交通状况不具有代表性。此外，受限于视
频卡口的覆盖范围及检测精度，视频数据在行程时
间预测应用方面的效能一直无法充分展现。２０１９
年中国高速公路“撤站”后，全国共建设完成约２．７
万套ＥＴＣ（电子不停车收费系统）门架，发展ＥＴＣ
用户约２．２６亿，日均生成３亿多条天线交易数据和
４亿多条车牌识别数据。如此广阔的覆盖范围和庞
大的数据体量及高精度检测特性使ＥＴＣ门架数据
在交通流预测、交通事件识别、交通协同管控等方面
具有先天优势。当前视频卡口数据主要归属于公安
交警，ＥＴＣ门架数据主要归属于高速公路管理部
门。融合路警双方的数据源，在充分挖掘ＥＴＣ门架
数据的基础上，应用视频卡口数据对其进行补充，可
有效提高检测器与数据采集密度，支撑更加准确的
行程时间预测应用，助力高速公路精细化监管。因
此，本文以高速公路ＥＴＣ门架与交警视频卡口数据
为基础，应用ＬｉｇｈｔＧＢＭ机器学习算法进行高速公
路行程时间预测，以快速获取较高精度的行程时间
预测结果，为高速公路智能化实时管理控制与出行
信息服务等应用提供数据支撑。

１　数据处理与特征集构建
１．１　数据来源与数据结构

研究数据源为ＥＴＣ门架交易数据和视频卡口
过车数据。ＥＴＣ门架原始交易数据主要字段见
表１，包括通行标识、通行介质、门架ＩＤ、车牌号、车
牌颜色、交易时间、车型等信息。相邻点位交易信息
比对结果表明，全日ＥＴＣ门架检测车辆检出率可达
９９％，可识别车型达１６种。

表１　犈犜犆门架原始数据主要字段
字段名称 字段含义
ｐａｓｓ＿ｉｄ 通行标识
ｍｅｄｉａ＿ｔｙｐｅ 通行介质
ｇａｎｔｒｙ＿ｉｄ 门架ＩＤ
ｖｅｈｉｃｌｅ＿ｐｌａｔｅ 车牌号／车牌号码＿车牌颜色
ｔｒａｎｓ＿ｔｉｍｅ 交易时间
ｖｅｈｉｃｌｅ＿ｔｙｐｅ 车型

视频卡口原始数据主要字段见表２，包括卡口
桩号、车速、号牌号码、采集时间、车牌颜色、车辆颜
色等信息。相较于ＥＴＣ门架数据，卡口数据具有更
多的交通检出信息（包括车速、分方向车道的交通量
等）。值得注意的是，由于高清视频卡口检测依赖于

能见度，在夜间等能见度不足的情况下存在漏检、错
检等问题。

表２　卡口原始数据主要字段
字段名称 字段含义 字段名称 字段含义
ｓｔａｋｅ＿ｍａｒｋ 卡口桩号 ｐａｓｓ＿ｔｉｍｅ 采集时间
ｖｅｈｉｃｌｅ＿ｌａｎｅ车道／方向 ｐｌａｔｅ＿ｃｏｌｏｒ 车牌颜色
ｖｅｈｉｃｌｅ＿ｓｐｅｅｄ 车速 ｖｅｈｉｃｌｅ＿ｃｏｌｏｒ车辆颜色
ｖｅｈｉｃｌｅ＿ｐｌａｔｅ号牌号码

１．２　数据预处理
由于ＥＴＣ门架原始数据中仅存储交易时间数

据，且ＥＴＣ交易分为ＯＢＵ（车载单元）收费和ＣＰＣ
（复合通行卡）收费两种方式，交易延迟不统一，存在
实际通行时间不明确的问题，难以与视频卡口车辆
通行时间匹配。视频卡口检测存在重复检测、车牌
字段缺失等问题。因此，原始数据不能直接用于行
程时间预测，需对数据进行预处理，校正时间并剔除
异常数据。此外，两种数据源的车型、车牌分类标准
存在差异，需对ＥＴＣ门架及卡口数据进行关联融合
处理。数据预处理流程如下：

（１）ＥＴＣ门架数据时间校准。根据通行介质
字段区分两种交易方式，分别针对两种交易方式，根
据交易系统平均延时将交易时间字段校正为通行
时间。

（２）卡口异常数据清洗。剔除卡口原始数据中
车牌号为空或错误的过车数据，对数据以３０ｍｉｎ为
窗口进行去重。

（３）路段单元构建。根据各ＥＴＣ门架及卡口
安装桩号及检测范围，对检测设备先后顺序进行排
序，将连续两设备及其中间路段作为一路段单元，并
计算路段单元长度。

（４）路警数据融合与车辆匹配。通过车牌号、
车牌颜色字段对路段单元起终点设备检测到的过车
数据（ＥＴＣ门架或卡口）进行关联，获取完整通过路
段单元（未经立交驶入、驶出高速公路）的车辆及其
通过路段起终节点的时间。

（５）行程时间计算与异常值剔除。计算车辆行
程时间，结合各路段单元长度，剔除过长或过短的行
程时间数据。
１．３　特征集构建

在训练模型前，从数据集中提取对车辆行程时
间可能有影响的特征。特征的选取直接影响预测精
度。通过对数据的初步分析，参考文献［３，９，１６－
１９］，选取以下８个特征作为模型的输入（见表３）：
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表３　特征集含义及分类
特征名称 特征含义及分类
ｌｉｎｋ＿ｆｌｏｗ 交通量

ｌａｒｇｅ＿ｍｉｘ＿ｒａｔｅ 大车占比
ｗｅａｔｈｅｒ 天气（０－晴天，１－雨天，２－雾天）
ｉｓ＿ｈｏｌｉｄａｙ日期类型（０－工作日，１－周末，２－节假日）
ｔｉｍｅ 时间

ｖｅｈｉｃｌｅ＿ｔｙｐｅ 车型
ｌｉｎｋ＿ｄｉｓｔａｎｃｅ 路段长度
ａｖｇ＿ｔｒａｖｅｌ＿ｔｉｍｅ 上一预测周期平均行程时间

（１）路段流量。当前路段历史各时段交通流
量。本研究中，由于两检测器间可能存在立交及高
速公路出入口，选取路段单元起点检测器流量作为

路段流量。
（２）大车混入率。当前路段历史各时段二型以

上大车占总体交通量的比例。
（３）天气。当前时刻天气状况（晴／雨／雾）。不

良的天气对驾驶员驾驶行为具有较大影响，可能导
致车速不稳定和行程时间增加。天气信息从互联网
爬取，每小时更新。

（４）日期类型。当前日期属工作日或节假日等。
（５）时间。当前时段起始时间。
（６）车型。根据ＥＴＣ门架交易数据将车辆分

为１４种类型。以某路段２０２１年５月部分时段数据
为例，进行分车型的行程时间统计，结果见图１。从
图１可见各车型间行程速度差异较大。

图１　各车型行程时间

　　（７）路段长度。当前路段道路长度，为静态值。
（８）平均行程时间。当前路段历史各时段的平

均行程时间。当前时间路段行程时间可能与历史上
一时段的行程时间具有相关性。

以５ｍｉｎ为一个时间单元进行模型训练及预
测，在该时间单元内，交通状态及天气环境不会出现
较大变化，且能保证样本车辆完整通过每一路段单
元（检测器平均间隔５ｋｍ，符合道路限速条件的最
大行程时间为５ｍｉｎ）。

将数据集中的参数ｌｉｎｋ＿ｆｌｏｗ、ｌａｒｇｅ＿ｍｉｘ＿ｒａｔｅ、
ｗｅａｔｈｅｒ、ｉｓ＿ｈｏｌｉｄａｙ、ｔｉｍｅ、ｖｅｈｉｃｌｅ＿ｔｙｐｅ、ｌｉｎｋ＿
ｄｉｓｔａｎｃｅ、ａｖｇ＿ｔｒａｖｅｌ＿ｔｉｍｅ分别设为犝＝｛犡１，犡２，
犡３，…，犡８｝，基于数据的历史时间序列对原始数据
集进行重构，形成预测的特征集：

犙＝

犡１１，犡１２，犡１３，…，犡１８

犡２１，犡２２，犡２３，…，犡２８

　　　…　
犡犼１，犡犼２，犡犼３，…，犡犼８
烅

烄

烆

烍

烌

烎

；犼＝１，２，…，犖

（１）
式中：犡犼犻表示第犻个特征的第犼个历史时间段的数

据集。
将特征集矩阵犙按行展开成一个行向量，并基

于整体数据构建训练集犙ｔｒｅ：

犙ｔｒｅ＝

狓１１，１，…，狓犼１，１，狓１２，１，…，狓犼２，１，狓１８，１，…，狓犼８，１
狓１１，２，…，狓犼１，２，狓１２，２，…，狓犼２，２，狓１８，２，…，狓犼８，２
…
狓１１，犿，…，狓犼１，犿，狓１２，犿，…，狓犼２，犿，狓１８，犿，…，狓犼８，犿
烅

烄

烆

烍

烌

烎
（２）

式中：狓犼犻，犽表示第犻个特征的第犼个历史时间段的第
犽个数据；犿为每个数据特征的训练数据个数。

２　模型构建
２．１　犔犻犵犺狋犌犅犕算法

ＬｉｇｈｔＧＢＭ算法是ＸＧＢｏｏｓｔ（极限梯度提升树）
的改进算法，与ＸＧＢｏｏｓｔ相比有着更快的计算速度
和更高的精度。ＬｉｇｈｔＧＢＭ与ＸＧＢｏｏｓｔ是在ＧＢＤＴ
（ＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇＤｅｃｉｓｉｏｎＴｒｅｅ）基础上发展而来
的大规模并行计算提升树，与ＧＢＤＴ不同的是，
ＬｉｇｈｔＧＢＭ的目标函数在损失函数的基础上增加了
正则化项，考虑了树过于复杂而带来的过拟合问题。
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ＬｉｇｈｔＧＢＭ的目标函数如下：

犳ｏｂｊ＝∑
狀

犻＝１
犔狅狊狊（^狔犻，狔犻）＋∑

犽

狋＝１
ω（犳狋） （３）

式中：犔狅狊狊（·）为模型预测的损失函数；ω（犳狋）为正
则化项。
Ｂｏｏｓｔｉｎｇ算法是通过加法模型与前向分布算法

得到的树模型。令^狔狋犻为模型对第犻个输入数据在
第狋个时间步的预测值，^狔狋－１犻 为当前模型的计算值
（为已知常量），犳犻（狓犻）为当前生成的决策树的计算
附加值，则有：
狔^狋犻＝^狔狋－１犻＋犳犻（狓犻） （４）
目标函数可表示为：

犳狋ｏｂｊ＝∑
狀

犻＝１
犔狅狊狊（^狔狋－１犻＋犳狋（狓犻），狔犻）＋

　　∑
狋

犻＝１
ω（犳犻） （５）

根据式（５），只需求出犳狋（狓犻），便可进一步得到
目标函数犳ｏｂｊ。根据二阶泰勒展开公式，得：
犳（狓＋Δ狓）＝犳（狓）＋犳′（狓）·Δ狓＋
　　１２犳″（狓）·Δ狓

２ （６）
将目标函数犳ｏｂｊ展开为二阶泰勒公式，得：

犳狋ｏｂｊ＝∑
狀

犻＝１
犔狅狊狊（^狔狋－１犻，狔犻）＋犔狅狊狊′（^狔狋－１犻，狔犻）·

　　犳狋（狓犻）＋１２犔狅狊狊″（^狔
狋－１犻，狔犻）·犳狋（狓犻）２＋

　　∑
狋

犻＝１
ω（犳犻） （７）

问题的核心是怎样对特征空间进行划分，即递归
地寻找最优切分变量和切分点。最优切分变量和切
分点的计算方式与ＧＢＤＴ类似，基于贪心算法的思
想，对于每个节点，针对每个特征采用启发式算法计
算最优切分点，再遍历所有特征变量，找到最佳切分
变量。重复上述算法直到满足停止要求。ＸＧＢｏｏｓｔ
算法对损失函数应用了二阶泰勒展开，相对于
ＧＢＤＴ的一阶展开其精度更高；加入正则化项，可
有效避免过拟合；可自动对缺失值进行处理，且可并
行计算，计算速度更快。但ＸＧＢｏｏｓｔ算法在计算最
佳切分变量及最优切分点时需遍历每个特征及每个
数据，会消耗大量内存，计算复杂。ＬｉｇｈｔＧＢＭ算法
在ＸＧＢｏｏｓｔ算法之上进行改进，使用带深度限制的
Ｌｅａｆｗｉｓｅ算法防止模型过拟合，采用直方图加速算
法降低内存消耗和计算复杂度。

带深度限制的Ｌｅａｆｗｉｓｅ算法中，树的生长策

略有两种生成方法：一是Ｌｅｖｅｌｗｉｓｅ基于层的生长
方法，对每层每个节点都进行分裂；二是Ｌｅａｆｗｉｓｅ
方法，对于每层，只分裂增益较大的节点，可减少计
算量，同时利用最大深度限制防止过拟合（见图２）。

图２　不同的树生长策略

基于直方图的加速算法将输入层中已排序的参
数数据集转换为具有指定数量的数据区间或Ｂｉｎｓ
的直方图（见图３）。转换之后，每个数据间隔（Ｂｉｎ）
拥有相同的索引。该算法在大大提高ＬｉｇｈｔＧＢＭ
模型训练速度的同时只需较少的内存消耗。

图３　直方图加速算法示意图

２．２　犔犻犵犺狋犌犅犕模型训练
２．２．１　数据准备

研究路段为山东省济南市济广（济南—广州）高
速公路唐王收费站至济南零点收费站区间，共２２
ｋｍ，单向四车道，自东向西途径临港、小许家、东客、
华山立交。对济广高速公路２０２１年５月车流量及
大车混入率按小时进行统计，结果如下：济广高速公
路车辆出行时间主要集中在６：００—１９：００，以二型
及以下小型车为主，小型车占比为９０％左右；夜间
流量较低，以大型车为主，大型车占比最高达４５％
（见图４）。

该路段单向共设置３处ＥＴＣ门架、２处视频卡
口。选取这５个点位２０２１年５月共２４５０３８７条
ＥＴＣ交易数据及２１４５２８１条视频卡口过车数据进
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流量为一个月各时段平均值
图４　流量与大车混入率关系图

行高速公路行程时间预测。
２．２．２　模型主要参数设置

ＬｉｇｈｔＧＢＭ模型有较多的超参数，不同参数值
对模型性能有显著影响，需针对具体应用场景对模
型超参数进行优化。采用文献［１８］中方法对参数进
行优化调整。为防止数据训练过拟合，采取Ｋ折交
叉验证（ＫＣＶ）的方法将特征数据集分成犿份，其中
犮份用作训练集，犿－犮份数据用作验证集，对模型
进行训练。模型的主要参数及相关字段见表４。

表４　模型重要参数表及相关字段
参数名称 类型 范围

ｌｅａｒｎｉｎｇ＿ｒａｔｅ（学习率） Ｄｏｕｂｌｅ ＞０
ｎ＿ｅｓｔｉｍａｔｏｒｓ（基学习器个数） Ｉｎｔ ＞０
ｍａｘ＿ｄｅｐｔｈ（树的最大深度） Ｉｎｔ ＞０
ｎｕｍ＿ｌｅａｖｅｓ（最大叶子数） Ｉｎｔ １～１３１０７２
ｍａｘ＿ｂｉｎ（直方图分块数） Ｉｎｔ １～２５５

ｍｉｎ＿ｄａｔａ＿ｉｎ＿ｌｅａｆ（叶子节点最小
记录数） Ｉｎｔ ≥０

ｆｅａｔｕｒｅ＿ｆｒａｃｔｉｏｎ（特征分数） Ｄｏｕｂｌｅ ０～１
ｂａｇｇｉｎｇ＿ｆｒａｃｔｉｏｎ（每次迭代所用

数据比例） Ｄｏｕｂｌｅ ０～１

ｂａｇｇｉｎｇ＿ｆｒｅｑ（抽样次数） Ｉｎｔ ≥０
ｍｉｎ＿ｇａｉｎ＿ｔｏ＿ｓｐｌｉｔ（最小分裂增益）Ｄｏｕｂｌｅ ≥０

基学习器的数量对模型预测精度有很大影响，
数量过大或过小会导致模型训练结果过拟合或欠拟
合。为解决这个问题，以均方根误差犚犕犛犈为指
标，通过不断迭代学习寻找合适的基学习器数量。
如图５所示，模型预测的犚犕犛犈随着基学习器的数
量增大而减少，最后达到收敛状态。选取５００个基
学习器。

图５　犚犕犛犈随模型基学习器数量的变化

ＬｉｇｈｔＧＢＭ模型的ｌｅａｒｎｉｎｇ＿ｒａｔｅ对算法的计算
速度及预测精度有很大影响。在ＬｉｇｈｔＧＢＭ模型
中，ｌｅａｒｎｉｎｇ＿ｒａｔｅ的默认值为０．１。在其他参数不变
的情况下，将ｌｅａｒｎｉｎｇ＿ｒａｔｅ分别设置为０．０１、０．０５、
０．１，分析不同ｌｅａｒｎｉｎｇ＿ｒａｔｅ下模型误差与迭代次数
的关系，结果见图６。由图６可知：对于上文构建的
预测模型及数据集，ＬｉｇｈｔＧＢＭ算法中ｌｅａｒｎｉｎｇ＿
ｒａｔｅ对模型预测精度几乎没有影响，但ｌｅａｒｎｉｎｇ＿
ｒａｔｅ越大，算法收敛越快。

图６　不同犾犲犪狉狀犻狀犵＿狉犪狋犲下模型误差与迭代次数的关系

在ＬｉｇｈｔＧＢＭ模型中，ｍａｘ＿ｄｅｐｔｈ和ｎｕｍ＿
ｌｅａｖｅｓ控制决策树的复杂性，其取值过大会使模型
陷入过拟合，导致预测精度达不到预期。为此，研究
误差随不同ｍａｘ＿ｄｅｐｔｈ和ｎｕｍ＿ｌｅａｖｅｓ参数值组合
的变化，获取超参数的优化值，结果见图７。由图７
可知：虚线圈中颜色最深，ｍａｘ＿ｄｅｐｔｈ的最佳取值约
为４，对应于ｎｕｍ＿ｌｅａｖｅｓ参数的最佳取值约为１０，
与利用文献［１５］中基于贝叶斯的参数方法所得结果
吻合；随着ｍａｘ＿ｄｅｐｔｈ与ｎｕｍ＿ｌｅａｖｅｓ取值的增大，
误差逐渐增大，表明模型可能出现过拟合。因此，两
参数的取值不宜过大，该结论与ＬｉｇｈｔＧＢＭ模型本
身的性质也相符。
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图７　误差随狀狌犿＿犾犲犪狏犲狊与犿犪狓＿犱犲狆狋犺不同取值的变化热力图

其他超参数的取值见表５。
表５　超参数的优化取值

参数名 类型 取值
ｎ＿ｅｓｔｉｍａｔｏｒｓ Ｉｎｔ ５００
ｍａｘ＿ｄｅｐｔｈ Ｉｎｔ ４
ｎｕｍ＿ｌｅａｖｅｓ Ｉｎｔ １０
ｍａｘ＿ｂｉｎ Ｉｎｔ １６５

ｍｉｎ＿ｄａｔａ＿ｉｎ＿ｌｅａｆ Ｉｎｔ １６
ｆｅａｔｕｒｅ＿ｆｒａｃｔｉｏｎ Ｄｏｕｂｌｅ ０．８８
ｂａｇｇｉｎｇ＿ｆｒａｃｔｉｏｎ Ｄｏｕｂｌｅ ０．７９
ｂａｇｇｉｎｇ＿ｆｒｅｑ Ｉｎｔ ６
ｍｉｎ＿ｇａｉｎ＿ｔｏ＿ｓｐｌｉｔ Ｄｏｕｂｌｅ ０．１１２

３　模型结果分析
３．１　模型验证指标

选取均方根误差犚犕犛犈、平均绝对误差犕犃犈、
平均绝对百分比误差犕犃犘犈作为预测模型精度验
证指标。犚犕犛犈反映预测结果与实际值之间的偏
差，计算公式如下：

犚犕犛犈＝１
犖∑

犖

犻＝１
（狔ｒｅａｌ犻－狔ｐｒｅｄｉｃｔ犻 ）槡 ２

式中：狔ｒｅａｌ犻 表示第犻个实际值；狔ｐｒｅｄｉｃｔ犻 表示第犻个预
测值。

犕犃犈是预测值与实际值绝对误差的平均值，
反映误差的真实情况和大小，计算公式如下：

犕犃犈＝１犖∑
犖

犻＝１
狔ｒｅａｌ犻－狔ｐｒｅｄｉｃｔ犻

犕犃犘犈是预测值与实际值绝对误差和实际值
的比值的百分比，反映预测结果的可靠度，计算公式
如下：

犕犃犘犈＝１犖∑
犖

犻＝１

狔ｒｅａｌ犻－狔ｐｒｅｄｉｃｔ犻

狔ｒｅａｌ犻 ×１００

３．２　模型对比验证
为验证ＬｉｇｈｔＧＢＭ模型在高速公路行程时间

预测方面的优越性，选取随机森林（ＲＦ）、支持向量
机回归（ＳＶＲ）、最邻近（ＫＮＮ）３种常用机器学习算
法进行对比验证。根据５个ＥＴＣ门架及视频卡口
检测器分布将该高速公路分为４段分别进行预测。
各路段不同模型预测值与实际值的对比见图８。

图８　不同模型预测值与实际值对比
从图８可看出：ＬｉｇｈｔＧＢＭ模型能较好地预测

数据的趋势和走向。实际值中存在一些异常值（偏
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离均值程度很大），可能是由高速公路上突发状况
（如车祸、异常天气等）所致。ＬｉｇｈｔＧＢＭ模型对于
这些异常情况的预测效果不是很好，但总体预测精
度较高。

为进一步分析ＬｉｇｈｔＧＢＭ模型的预测性能，将
该模型的犚犕犛犈、犕犃犈、犕犃犘犈及耗时与ＫＮＮ、
ＲＦ、ＳＶＲ算法进行对比，结果见表６。

表６　各路段不同模型预测效果评价
路段 模型 犚犕犛犈犕犃犈犕犃犘犈耗时／ｓ

路段１

ＬｉｇｈｔＧＢＭ３．９２ １．５０ １６．１３ ０．７０
ＫＮＮ ４．２５ １．５７ １６．７０ ０．４０
ＲＦ ４．３７ １．５５ １６．４２４３．２１
ＳＶＲ ４．４０ １．５５ １６．４０１８．８１

路段２

ＬｉｇｈｔＧＢＭ８．６７ ２．３９ １６．２１ ０．７２
ＫＮＮ ９．７４ ２．５１ １６．９３ ０．３７
ＲＦ ９．０８ ２．４３ １６．４１４２．８８
ＳＶＲ ９．１０ ２．４４ １６．４０１３．９３

路段３

ＬｉｇｈｔＧＢＭ４．９２ １．７８ １５．６７ ０．６９
ＫＮＮ ５．４４ １．８７ １６．３２ ０．４０
ＲＦ ５．１３ １．７９ １５．６４４１．８６
ＳＶＲ ８．３７ １．７９ １５．６７１５．０３

路段４

ＬｉｇｈｔＧＢＭ５．６０ １．９０ １４．７７ ０．３０
ＫＮＮ １０．５４ ２．４１ １８．３６ ０．３５
ＲＦ ８．１５ ２．０８ １６．１４２５．０２
ＳＶＲ ７．４０ ２．１３ １６．３５１２．０８

从表６可看出：１）ＬｉｇｈｔＧＢＭ模型预测值的
犚犕犛犈、犕犃犈低于ＫＮＮ、ＲＦ、ＳＶＲ模型，除路段３
的犕犃犘犈略高于ＲＦ模型外，其他路段均低于
ＫＮＮ、ＲＦ、ＳＶＲ模型。对于路段１和路段２，ＫＮＮ、
ＲＦ、ＳＶＲ模型的３个指标预测精度大致相同；对于
路段３，ＳＶＲ模型预测值的犚犕犛犈明显大于其他模
型；对于路段４，ＲＦ、ＳＶＲ模型的预测精度类似，
ＫＮＮ模型的预测精度低于其他模型。２）从运算耗
时来看，ＫＮＮ模型因其简易的计算原理，耗时最
短，其次是ＬｉｇｈｔＧＢＭ模型，两模型的耗时差距较
小，都小于１ｓ；ＳＶＲ模型的耗时为１０～２０ｓ，排名
第三；耗时最长的是ＲＦ模型，路段１～３的运算时
间在４０ｓ以上。总体来说，ＲＦ、ＳＶＲ模型的运算时
间远高于ＫＮＮ、ＬｉｇｈｔＧＢＭ模型，不适用于实时预
测；ＫＮＮ的耗时最短，但与ＬｉｇｈｔＧＢＭ模型的差距
较小，而后者的预测精度和稳定性优于前者。综合
来看，ＬｉｇｈｔＧＢＭ模型满足高效、准确的实时预测要
求，是性能最好的高速公路行程时间预测模型。

４　结语
针对高速公路行程时间预测中存在的数据来源

单一、预测时效性不足等问题，本文提出一种基于路
警融合数据的ＬｉｇｈｔＧＢＭ模型，实现高速公路行程
时间的高效预测。利用ＥＴＣ门架、视频卡口多源融
合关联数据，采用该模型进行预测，与其他传统机器
学习算法相比，ＬｉｇｈｔＧＢＭ算法的综合性能最好，
有助于节省计算与存储资源，可应用于高速公路路
网级的行程时间实时预测。但该预测模型采用的训
练和测试路段线形较平顺，且采用的是交通畅通条
件下数据，后期需利用更多不同路段、不同交通状态
下数据进行模型验证，以推广到整个高速公路网，提
高路网整体监测与管理能力。
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和较小范围内受影响的规律相反。总体上看，在相
关色温为２５００～３１００Ｋ的较大区间内，白色三类
反光膜的逆反射测量结果受相关色温偏离的影响较
小；在２８５６Ｋ±５０Ｋ的较小区间内，白色三类反光
膜的逆反射测量结果受相关色温偏离的影响较大。

（３）有色反光膜逆反射测量结果随相关色温变
化的趋势反映了光源光谱分布变化趋势。相关色温
升高时，波长较小的分量增加，波长较大的分量减
少，故黄色和红色反光膜的逆反射测量结果降低，蓝
色和绿色反光膜的逆反射测量结果升高。

（４）相关色温变化对逆反射测量的影响总体
较显著。相关色温偏离的半宽度为５０Ｋ时，各色
反光膜的逆反射系数示值误差不大于４．５％，不确
定度分量最大为１．７３２ｃｄ／（ｌｘ·ｍ２）。因此，对测
量结果精度要求较高时，应保证相关色温稳定在
２８５６Ｋ处。
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