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基于犌犚犝神经网络的软土地区公路

路基沉降预测方法
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（中国铁建投资集团有限公司，广东 珠海　５１９０００）

摘要：采用门控递归单元（ＧＲＵ）神经网络生成预测模型，依据 ＮｅｓｔｅｒｏｖａｃｃｅｌｅｒａｔｅｄＡｄａｍ

（Ｎａｄａｍ）算法学习软土地区公路路基沉降数据的演变规律，采用沉降监测历史数据和实时数据进

行训练，并在训练结束后再次分析实时监测数据，预测下一阶段的沉降变形；结合湖南某高速公路

工程路基沉降数据，利用该模型对软土地区高速公路路基不均匀沉降进行预测，并与沉降实测值

进行对比，分析预测模型的准确性和可靠性。结果表明，模型预测值与路基沉降实测值相吻合，基

于ＧＲＵ的路基沉降预测方法可靠。
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　　路基填筑过程中，软土地基的沉降会对路基和

上部结构产生破坏［１－２］，在下一层路基填筑前，对现

有路基结构进行沉降监测和预测至关重要。保守的

沉降预测会增加施工成本，低估路基沉降则会增加

施工风险，甚至导致事故，基于现场沉降监测数据进

行阶段性更新预测的方法更具实用价值。如何计算

因填土高度增加而引起的路基沉降是阶段性更新

预测方法的核心。预测沉降的常用方法为有限元

法［３］，但其预测准确性受很多因素影响，如地下水水

位（不同路段的路基水位不同，预测中难以计算地下

水水位）、土体构成模型的选择［４－５］、合理参数的确

定［６］、土体的空间变化［７］。将有限元模拟与贝叶斯

方法相结合，可实现阶段性更新预测，但该方法需进

行大量数值计算，实用性差。另一种预测沉降的方

法为半经验模型［８］，其缺点是只能预测地表最大沉

降。机器学习方法可分析现场沉降监测数据的演变

趋势，与有限元模拟和半经验模型相比，该方法能学

习现场沉降数据的特征，进而预测后续施工阶段的

沉降变形［３，９］。该方法不需要进行大量数值计

算［１０－１１］，但其准确性在很大程度上依赖于所用算法

的预先构成（ｐｒｅｆｏｒｍａｔｉｏｎ），传统的机器学习方法

不能满足路基沉降预测需要，需采用先进的深度学

习算法预测路基沉降。门控递归单元（ＧＲＵ）属于

递归神经网络（ＲＮＮ）。理论上，ＲＮＮ更适用于捕

捉连续数据类型之间的关系，但由于（随机）梯度的

消失或爆炸，简单的ＲＮＮ难以捕获长期的依存性。

为解决梯度消失或爆炸的问题，ＣｈｕｎｇＪ．Ｙ．等提出

长短时记忆（ＬＳＴＭ）单元ＧＲＵＲＮＮ
［１２］。在ＧＲＵ

中，ＬＳＴＭ的输入门和遗忘门合并为一个门操作，

不仅使ＧＲＵ维持了与ＬＳＴＭ 相似的计算性能，还

降低了ＧＲＵ的权重，因而计算成本降低。本文采

用基于ＧＲＵ神经网络的路基沉降预测方法，利用

现场沉降监测数据对软土地区公路路基沉降进行

预测。

１　基于犌犚犝的更新程序框架

１．１　犌犚犝网络

如图１所示，在狋时间步，在ＧＲＵ的一个隐藏

节点有两种门操作，分别为更新门狕狋和重置门狉狋。

与ＬＳＴＭ类似，当前隐藏输出犺狋为当前输入狓狋和

前一个隐藏输出犺狋－１的计算结果。

图１　犌犚犝网络示意图

　　重置门公式如下：
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狉狋＝σ（犠ｒ狓狋＋犝ｒ犺狋－１＋犫ｒ） （１）

更新门公式如下：

狕狋＝σ（犠ｚ狓狋＋犝ｚ犺狋－１＋犫ｚ） （２）

隐藏状态（记忆）可表示为：

犺狋＝（１－狕狋）⊙犺狋－１＋狕狋⊙犺
～

狋

犺
～

狋＝ｔａｎ犺［犠狓狋＋犝（狉狋⊙犺狋－１）＋犫］
烅
烄

烆

（３）

全连接层到输出层的输出可表示为：

狔狋＝ＥＬＵ（犠ｏ犺狋＋犫ｏ） （４）

式中：σ表示ｓｉｇｍｏｉｄ函数；犠ｒ、犠ｚ、犠、犠ｏ 为与输

入狓狋相关的ＧＲＵ网络的权重矩阵；狓狋为输入向量；

犝ｒ、犝ｚ、犝 为与隐藏状态犺狋－１相关的 ＧＲＵ 网络

的权重矩阵；犫ｒ、犫ｚ、犫、犫ｏ 为偏差项；操作⊙代表

Ｈａｄａｍａｒｄ乘积；ｔａｎ犺 表示双曲函数；狔狋为输出向

量；ＥＬＵ表示指数线性单元。

Ｓｉｇｍｏｉｄ函数σ和双曲函数ｔａｎ犺定义如下：

σ（狓）＝１／（１＋ｅ
－狓） （５）

ｔａｎ犺（狓）＝（ｅ狓－ｅ－狓）／（ｅ狓＋ｅ－狓） （６）

指数线性单元ＥＬＵ定义为：

犳（狓）＝
狓　（狓＞０）

α（ｅ
狓－１）　（狓≤０）｛ （７）

式中：α为超参数，本文取α＝０．０１。

ＥＬＵ通过使平均激活更接近于零加快学习速

度，ＥＬＵ可获得比整流线性单元（ＲｅＬＵ）更高的

精度：

犳（狓）＝
狓　（狓＞０）

０　（狓≤０）｛ （８）

门操作以外的激活函数可根据实际问题进行

更改。

１．２　通过现场沉降监测数据更新程序

基于ＧＲＵ的路基沉降预测模型见图２，更新预

测流程见图３。在路基填筑第１、第２阶段监测路基

沉降，将监测数据作为训练数据集训练ＧＲＵ预测

模型，并学习这两个阶段的路基变形模式；在后续填

图２　基于犌犚犝的沉降预测模型

图３　路基沉降预测模型训练与更新预测流程

筑之前，通过已训练的 ＧＲＵ预测模型预测沉降响

应，如果预测沉降过大，则采取预防措施保护相邻结

构；在输入第１阶段数据进行训练后，当输出的第２

阶段沉降预测结果与实测数据接近、满足精度要求

时，将第２阶段监测数据作为新的训练数据集重新

训练一个新的基于 ＧＲＵ 的模型预测第３阶段数

据，并比较预测值和实测值，评估模型预测精度。随

着施工的进行，上述训练和预测过程不断重复，直到

施工结束。

　　基于ＧＲＵ的沉降预测模型的训练通过时间反

向传播算法和批量梯度下降来实现，所有训练实例

的梯度平均值用于更新神经网络的权重。采用文

献［１３］中的ＮｅｓｔｅｒｏｖａｃｃｅｌｅｒａｔｅｄＡｄａｍ（Ｎａｄａｍ）优

化算法进行模型优化训练。

过拟合是当机器学习模型的预测与训练数据点

过于接近却远离测试数据点时发生的统计建模错

误，会使模型过于解释训练数据中的个性特质。过

拟合是数据驱动方法的一个常见问题。路基沉降预

测中，由于ＧＲＵ模型的参数远多于训练数据数量，

过拟合也可能存在，采用系数犾＝０．００１的Ｌ２正则

化来避免过拟合问题。为消除输入变量大小对模型

性能的影响并降低计算成本，将所有训练数据归一

化为［０，１］。损失函数定义如下：

犔Ｌｏｓｓ＝
１

犖∑
犖

犻＝１

犝犻ｏｂｓ－犝
犻
ＧＲＵ

犝犻ｏｂｓ
（ ）

２

＋λ‖犠‖ （９）

式中：犝犻ｏｂｓ为归一化后监测数据的第犻个点；犝
犻
ＧＲＵ为

归一化后预测数据的第犻个点；犖 为实测数据总

数；λ为权重系数；犠 为权重。

犔Ｌｏｓｓ的值小于１×１０
－４或训练时长犲ｐｏｃｈ大于１×

３６　２０２３年 第２期 刘晓剑，等：基于ＧＲＵ神经网络的软土地区公路路基沉降预测方法 　



１０４时训练停止。

多目标优化更新程序与贝叶斯更新程序类似，

两者的区别如下：贝叶斯更新中的参数通过马尔可

夫链蒙特卡罗算法模拟获得的后验分布和样本统计

量表示，前向预测通过更新土壤参数间接实现，而基

于深度学习的多目标优化更新过程可直接从监测数

据得到预测数据，不需要土壤参数。

２　验证案例

采用 ＧＲＵ 模型预测湖南某高速公路 Ｋ２１＋

４５０—６５０路段的路基沉降，验证模型的准确性和可

靠性。该路段路肩宽２６ｍ，厚５ｍ，图４为其路基

横断面。路基采用分层填筑，共分７个阶段进行摊

铺。根据电子式压力计、地下水压力传感器、沉降仪

等监测数据，该路段的土体以软土为主，地下水位于

地表以下１ｍ。预测中不考虑土壤的蠕变行为。

图４　某高速公路犓２１＋４５０—６５０路段路基横断面（单位：ｍ）

２．１　路基沉降预测

为排除监测点数量对ＧＲＵ模型预测准确性的

影响，在第１阶段路基沉降预测的基础上进行４次

测试，其中监测点数量分别设置为４５个、２３个、

１６个和１０个。监测点数量对ＧＲＵ模型预测准确

性的影响见图５。由图５可知：训练ＧＲＵ模型至少

需要２３个监测点，监测点数量少于２３个时，模型会

出现过拟合的问题（训练误差小，预测误差大）。

　　采用Ｎａｄａｍ算法进行模型优化训练。Ｎａｄａｍ

算法的优点是收敛快速，但Ｎａｄａｍ优化训练的最优

解在很大程度上取决于初始试验结果，且最优解只

能搜索局部最小值。为解决该问题，从不同初始位

置开始搜索。为避免随机性并保证预测模型的可靠

图５　监测点数量对犌犚犝模型预测准确性的影响

性，ＧＲＵ模型的每个训练和预测过程都独立开展

１０００次试验，根据试验结果进行统计分析。图６

为路基沉降预测结果。由图６可知：在路基摊铺第

３阶段，沉降实测值和预测值之间误差较大，这是由

于沉降变形模式发生了变化。为保证施工车辆通

过，路基一侧留有车道，路基摊铺两侧所受荷载类型

不相同，导致利用ＧＲＵ模型从第１、第２阶段的沉

降值训练得到的最优解预测第３阶段沉降失效。此

外，在路基摊铺早期，路基沉降受荷载影响较大，容

易出现测量误差，ＧＲＵ预测模型的可靠性受到影

响。第３阶段以后，预测结果与实测结果越来越吻

合，表明ＧＲＵ预测模型准确学习、分析了路基沉降

的演变规律。

２．２　沉降预测模型精度评价

采用绝对误差犈ＡＥ、相对误差犈ＲＥ和相对均方

根误差犈ＲＲＭＳＥ评估ＧＲＵ沉降预测模型的准确性和

可靠性，其定义见式（１０）～（１２）。

　　犈ＡＥ＝犢ｏｂｓ－犢ＧＲＵ （１０）
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图６　犓２１＋４５０—６５０路段路基沉降预测值与实测值对比

　　犈ＲＥ＝
犢ｏｂｓ－犢ＧＲＵ

犢ｏｂｓ
×１００ （１１）

犈ＲＲＭＳＥ＝
１

犖∑
犖

犻＝１

犢犻ｏｂｓ－犢
犻
ＧＲＵ

犢犻ｏｂｓ
（ ）槡

２

×１００ （１２）

式中：犢ｏｂｓ为沉降实测数据；犢ＧＲＵ为ＧＲＵ预测模型

的预测数据。

不同填筑阶段路基沉降预测值的犈ＲＲＭＳＥ概率分

布见图７，最大路基沉降时犈ＡＥ和犈ＲＥ的概率分布分

别见图８、图９。由图７～９可知：１）所有摊铺阶段

的路基沉降犈ＲＲＭＳＥ都接近于对数正态分布，且除

第３阶段外，其他阶段的预测误差都控制在１０％左

右。２）最大沉降点的犈ＡＥ和犈ＲＥ接近于正态分布。

除第３、第４阶段外，沉降实测值和预测值之间的

图７　不同阶段模型预测结果的相对均方根误差犈犚犚犕犛犈

图８　不同阶段模型预测结果中最大沉降点的绝对误差犈犃犈
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图９　不同阶段模型预测结果中最大沉降点的相对误差犈犚犈

犈ＡＥ大多在１５ｍｍ内；第３阶段由于变形模式变化，

犈ＲＥ小于２０％，其他阶段的犈ＲＥ都随着摊铺的进行

呈下降趋势。基于ＧＲＵ的路基沉降预测模型的准

确性和可靠性满足要求。

　　为进一步验证基于 ＧＲＵ 的预测模型的准确

性，采用该模型对该高速公路 Ｋ２１＋３０７处的路基

沉降进行预测。该处路基宽度为２６．２ｍ，厚度为

６ｍ，采用分层填筑方法，分７个阶段进行摊铺，路

基与土体横断面见图１０。采用上述模型对该处路

基沉降进行预测，同时采用Ｋ２１＋４５０—６５０段路基

沉降监测仪对路基沉降进行监测，图１１为第３～７

阶段路基沉降预测值和实测值对比。由于前两个阶

段之间的荷载类型变化较大，模型不能有效学习沉

降的演化规律，导致第３阶段的沉降预测值和实测

值之间存在较大误差，其他各阶段的沉降预测值和

实测值基本吻合，基于ＧＲＵ的路基沉降预测模型

成功预测了该处路基的沉降变形。

２．３　与贝叶斯和优化更新的对比

路基沉降预测结果初步证明了基于ＧＲＵ的路

基沉降预测模型的有效性。但在施工环境不断改变

的工程建设中，预测模型的学习效率同样重要。与

贝叶斯更新方法相比，基于ＧＲＵ的预测模型不仅

图１０　某高速公路犓２１＋３７０处路基横断面（单位：ｍ）

图１１　某高速公路犓２１＋３７０处路基沉降预测值

　　　与实测值对比
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能准确预测地面沉降最大值，还可通过ＧＲＵ神经

网络的更新方法准确学习和预测路基沉降的演变规

律。但分层填筑涉及的不确定性不能被准确量化。

尽管采用半经验模型代替贝叶斯更新方法中有限元

模型可显著减少计算量，但要得出试验相关参数的

后验分布，仍需要数千次的计算。与基于优化的更

新相比，ＧＲＵ模型可在２ｈ甚至几分钟内实现一次

算法更新，而优化更新的计算时间通常超过３ｄ，并

且基于优化的更新结果的有效性取决于选择合适的

土壤模型，同时需要更新的参数数量越多，所需实地

监测越多。基于 ＧＲＵ 的预测模型可避免上述问

题。综上，基于 ＧＲＵ 的预测模型在准确性和效率

方面都优于贝叶斯和优化更新。

２．４　预测模型的局限性

尽管基于ＧＲＵ的预测模型具有显著优势，但

无论是贝叶斯或优化更新，还是基于ＧＲＵ的预测

模型，都无法预测沉降的突然变化。此外，每个阶段

的路基铺设深度应尽可能相同，否则从前一阶段数

据学习到的变形趋势可能不适合预测下一阶段的沉

降反应；路基铺设过程中需制定合理、详细的施工计

划，施工人员应严格遵循施工规律，避免人为因素的

影响。更重要的是，应对整个路基铺设阶段的变形

和地面反应进行实时监测，并将监测结果作为训练

预测模型的数据来源。

此外，本文没有考虑监测数据的不确定性对预

测模型的影响。在未来的研究中，可运用贝叶斯深

度学习［１４］对基于ＧＲＵ的沉降预测模型进行改进。

３　结论

本文提出一种基于深度学习算法与现场沉降监

测数据的软土地区公路路基沉降预测方法，该方法采

用ＧＲＵ神经网络生成预测模型。主要结论如下：

（１）基于ＧＲＵ的预测模型可以避免机器学习

模型的过拟合问题。

（２）基于ＧＲＵ的路基沉降预测模型的预测准

确性和效率都优于贝叶斯和优化更新，训练后的预

测误差在１０％左右，且算法更新迅速，可避免土壤

模型的选择与更新算法所需数据监测量大的问题。

参考文献：

［１］　许飞．公路软土路基加固处理及沉降分析［Ｄ］．合肥：安

徽建筑大学，２０２０．

［２］　唐予．公路软土路基沉降规律及施工控制［Ｊ］．广东公路

交通，２０２１，４７（５）：２２－２５＋３２．

［３］　ＺＨＡＮＧＰ，ＣＨＥＮＲＰ，ＷＵＨＮ，ｅｔａｌ．Ｇｒｏｕｎｄｓｅｔｔｌｅ

ｍｅｎｔｉｎｄｕｃｅｄｂｙｔｕｎｎｅｌｉｎｇｃｒｏｓｓｉｎｇｉｎｔｅｒｆａｃｅｏｆｗａｔｅｒ

ｂｅａｒｉｎｇ ｍｉｘｅｄ ｇｒｏｕｎｄ：Ａ ｌｅｓｓｏｎｆｒｏｍ Ｃｈａｎｇｓｈａ，

Ｃｈｉｎａ［Ｊ］．ＴｕｎｎｅｌｌｉｎｇａｎｄＵｎｄｅｒｇｒｏｕｎｄＳｐａｃｅＴｅｃｈｎｏｌ

ｏｇｙ，２０２０，９６：１０３２２４．

［４］　ＪＩＡＮＧ Ｍ，ＹＩＮＺＹ．Ｉｎｆｌｕｅｎｃｅｏｆｓｏｉｌｃｏｎｄｉｔｉｏｎｉｎｇｏｎ

ｇｒｏｕｎｄｄｅｆｏｒｍａｔｉｏｎｄｕｒｉｎｇｌｏｎｇｉｔｕｄｉｎａｌｔｕｎｎｅｌｉｎｇ［Ｊ］．

ＣｏｍｐｔｅｓＲｅｎｄｕｓＭéｃａｎｉｑｕｅ，２０１４，３４２（３）：１８９－１９７．

［５］　刘军，杨志军，韩俊青，等．几种软土路基沉降预测方法

的对比分析［Ｊ］．测绘工程，２０１６，２５（２）：５２－５６．

［６］　蒋鑫，蒋怡，梁雪娇，等．软土地基高速公路路基拓宽改

建全过程变形特性数值模拟［Ｊ］．铁道科学与工程学

报，２０１５，１２（５）：１０３９－１０４６．

［７］　ＪＩＮＹＦ，ＹＩＮＺＹ，ＺＨＯＵ Ｗ Ｈ，ｅｔａｌ．Ｉｄｅｎｔｉｆｙｉｎｇｐａ

ｒａｍｅｔｅｒｓｏｆａｄｖａｎｃｅｄｓｏｉｌｍｏｄｅｌｓｕｓｉｎｇａｎｅｎｈａｎｃｅｄ

ｔｒａｎｓｉｔｉｏｎａｌＭａｒｋｏｖｃｈａｉｎ ＭｏｎｔｅＣａｒｌｏ ｍｅｔｈｏｄ［Ｊ］．

ＡｃｔａＧｅｏｔｅｃｈｎｉｃａ，２０１９，１４（２）：１９２５－１９４７．

［８］　ＫＵＮＧ Ｇ Ｔ，ＪＵＡＮＧ Ｃ Ｈ，ＨＳＩＡＯ Ｅ Ｃ，ｅｔａｌ．

Ｓｉｍｐｌｉｆｉｅｄｍｏｄｅｌｆｏｒｗａｌｌｄｅｆｌｅｃｔｉｏｎａｎｄｇｒｏｕｎｄｓｕｒｆａｃｅ

ｓｅｔｔｌｅｍｅｎｔｃａｕｓｅｄｂｙｂｒａｃｅｄｅｘｃａｖａｔｉｏｎｉｎｃｌａｙｓ［Ｊ］．

ＪｏｕｒｎａｌｏｆＧｅｏｔｅｃｈｎｉｃａｌａｎｄＧｅｏｅｎｖｉｒｏｎｍｅｎｔａｌＥｎｇｉ

ｎｅｅｒｉｎｇ，ＡｍｅｒｉｃａｎＳｏｃｉｅｔｙｏｆＣｉｖｉｌＥｎｇｉｎｅｅｒｓ，２００７，

１３３（６）：７３１－７４７．

［９］　ＡＬＡＮＩＭ，ＦＡＴＴＡＨＭＹ，ＡＬＬＡＭＹＭＴＡ．Ａｒｔｉ

ｆｉｃｉａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓａｎａｌｙｓｉｓｏｆｔｒｅａｔｍｅｎｔｐｒｏｃｅｓｓｏｆ

ｇｙｐｓｅｏｕｓ ｓｏｉｌｓ ［Ｊ］．Ｅｎｇｉｎｅｅｒｉｎｇ ａｎｄ Ｔｅｃｈｎｏｌｏｇｙ

Ｊｏｕｒｎａｌ，２００９，２７（９）：１８１１－１８３２．

［１０］　张军辉，周剑坤，周平．软土地区高速公路路基沉降监

测及预测分析［Ｊ］．公路与汽运，２０２０（３）：６４－６８．

［１１］　张潭，刘展瑞，蔡宇鹏，等．片石处治干线公路软土路

基沉降规律及预测分析［Ｊ］．公路与汽运，２０２１（３）：

９０－９３＋９７．

［１２］　ＣＨＵＮＧＪＹ，ＧＵＬＣＥＨＲＥＣ，ＣＨＯＫ，ｅｔａｌ．Ｅｍｐｉｒｉ

ｃａｌｅｖａｌｕａｔｉｏｎｏｆｇａｔｅｄｒｅｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋｓｏｎ

ｓｅｑｕｅｎｃｅ ｍｏｄｅｌｉｎｇ［ＥＢ／ＯＬ］．ｈｔｔｐｓ：／／ｄｏｉ．ｏｒｇ／１０．

４８５５０／ａｒＸｉｖ．１４１２．３５５５，１１Ｄｅｃ２０１４．

［１３］　ＤＯＺＡＴ Ｔ．Ｉｎｃｏｒｐｏｒａｔｉｎｇｎｅｓｔｅｒｏｖ ｍｏｍｅｎｔｕｍｉｎｔｏ

ａｄａｍ［ＥＢ／ＯＬ］．ＯｐｅｎＲｅｖｉｅｗ．ｎｅｔ，１９Ｆｅｂ２０１６．

［１４］　ＺＨＡＮＧＰ，ＪＩＮ Ｙ Ｆ，ＹＩＮ Ｚ Ｙ．Ｍａｃｈｉｎｅｌｅａｒｎｉｎｇ

ｂａｓｅｄｕｎｃｅｒｔａｉｎｔｙｍｏｄｅｌｌｉｎｇｏｆｍｅｃｈａｎｉｃａｌｐｒｏｐｅｒｔｉｅｓ

ｏｆｓｏｆｔｃｌａｙｓｒｅｌａｔｉｎｇｔｏｔｉｍｅｄｅｐｅｎｄｅｎｔｂｅｈａｖｉｏｒａｎｄ

ｉｔｓａｐｐｌｉｃａｔｉｏｎ［Ｊ］．ＩｎｔｅｒｎａｔｉｏｎａｌＪｏｕｒｎａｌｆｏｒＮｕｍｅｒｉｃａｌ

ａｎｄＡｎａｌｙｔｉｃａｌＭｅｔｈｏｄｓｉｎＧｅｏｍｅｃｈａｎｉｃｓ，２０２１，４５（１１）：

１５８８－１６０２．

收稿日期：２０２２－０３－１５

７６　２０２３年 第２期 刘晓剑，等：基于ＧＲＵ神经网络的软土地区公路路基沉降预测方法 　


